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Развитие робототехники и мехатроники ставит перед инженерами новые задачи, 
привлекая для их решения методы искусственного интеллекта. Закономерно, что 
сложные задачи управления требуют современных решений. Дан обзор последних 
разработок по управлению мехатронными системами. Показана связь методов клас-
сической теории автоматического управления и машинного обучения. Кратко опи-
саны такие известные методы классической теории управления, как оптимизация, 
адаптация и нечеткая логика, на основе которых построены искусственные нейрон-
ные сети и обучение с подкреплением. Рассмотрены последние достижения по при-
менению интеллектуального управления для актуальных задач в различных обла-
стях техники. Анализ литературы показал, что будущие исследования направлены 
на все большую степень автоматизации и автономии объектов управления, а их 
свойства и характер функционирования должны приблизиться к человеческим 
очертаниям интеллекта. 
Ключевые слова: алгоритм обучения, нейронные сети, многокритериальная оптими-
зация, адаптивное управление, интеллектуальное управление 

Development of robotics and mechatronics creates new problems for engineers and attracts 
the artificial intelligence methods to solve them. It is natural that the complex management 
problems require modern solutions. The paper presents an overview of the latest develop-
ments in managing the mechatronic systems. It demonstrates connection between methods 
of the classical theory of automatic control and the machine learning. The well-known 
methods of the classical management theory are briefly described. They include optimiza-
tion, adaptation and fuzzy logic, and form the basis for artificial neural networks and rein-
forcement learning. The latest achievements in the intelligent management application for 
solving the current problems in various technology areas are presented. Literature analysis 
shows that future research is aimed at the increasing degree in automation and autonomy of 
the control objects, while their functional properties and nature should approach the human 
intelligence. 
Keywords: learning algorithm, neural networks, multicriteria optimization, adaptive man-
agement, intelligent management 
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С точки зрения автоматики стратегию интел-
лектуального управления можно трактовать 
достаточно гибко. Эта концепция отличается от 
классического управления с обратной связью 
тем, что не требует математического описания 
системы и может быть реализована в режиме 
реального времени. Так, классическое адаптив-
ное управление можно рассматривать как ин-
теллектуальное, если закон управления систе-
мой постоянно обновляется. В соответствии с 
классификацией такие системы относят к по-
граничным [1]. 

При анализе литературы, посвященной ин-
теллектуальному управлению мехатронными 
системами, хорошо прослеживается развитие 
методов, берущих начало из вычислительной 
математики, переходящих в область программи-
рования, обработки и анализа больших массивов 
данных и активно используемых для управления 
физическими инженерными системами. 

В робототехнике и мехатронике применяют 
различные подходы и направления искусствен-
ного интеллекта: машинное обучение, искус-
ственные нейронные сети (ИНС), нечеткую ло-
гику, эволюционные вычисления и генетиче-
ские алгоритмы. В состав машинного обучения 
входят такие методы, как классическое обуче-
ние (с учителем и без учителя), ансамблевые 
методы, обучение с подкреплением (ОсП), ИНС 
и глубокое обучение. 

Алгоритмы интеллектуального управления 
используют различные оптимизационные, ста-
тистические и вероятностные методы для из-
влечения полезных закономерностей из прове-
денных действий и анализа больших наборов 
данных [2]. Если классическое машинное обу-
чение и ансамбли в основном применяют для 
обработки и классификации наборов данных, 
то ИНС и ОсП — для автоматического управ-
ления, планирования и логистики [3–5]. При-
чем наибольшая эффективность ИНС наблюда-
ется при работе со сложными данными и невы-
деленными признаками. 

Цель работы — систематизация методов ис-
кусственного интеллекта для решения задач 
управления, выявление тенденций развития 
науки в этом направлении и нерешенных во-
просов. 

 
Методы интеллектуального управления. 
Кратко рассмотрим наиболее используемые 
методы управления, относящиеся к интеллек-
туальным. 

Методы адаптивного управления. Адаптив-
ное управление, как оптимальное, имеет хоро-
шо разработанную теоретическую базу и стро-
гое математическое обоснование [6]. В рамках 
классической теории автоматического управле-
ния этот метод стал отправной точкой к интел-
лектуальному управлению, так как синтез адап-
тивных регуляторов обеспечивает заданное ка-
чество работы системы при изменении ее 
параметров и влиянии внешней среды. 

Принцип адаптации прошел эволюцию от 
самонастраивающихся регуляторов до адап-
тивного обучения [7]. Однако, как показано в 
работе [8], наличие теории не гарантирует ее 
успешное применение на практике. 

Методы оптимизации. Теория оптимально-
сти легла в основу большинства задач машин-
ного обучения, которые в общем виде можно 
сформулировать как минимизацию некоторого 
функционала по параметру [9]. Вид минимизи-
руемой величины зависит от метода машинно-
го обучения. Так, при решении задачи класси-
фикации или регрессии минимизируют ошибку 
предсказания на имеющейся выборке; в теории 
ОсП находят максимальную выгоду от дей-
ствий агента. Этой цели можно достичь с по-
мощью какого-либо поискового алгоритма. Та-
ким образом, у математической оптимизации 
появилось множество видов, методов и прило-
жений. 

Искусственные нейронные сети. История 
развития ИНС переживала взлеты и падения, 
пока к началу 90-х годов не сформировался их 
теоретический фундамент. Структура нейрона 
описывается функцией nR R  [10]. Взвешен-
ная сумма нейронов находится как 
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где i — номер нейрона; n  — количество нейро-
нов; iw  — вес i-го нейрона; ix  — i-й вход; 

Tw  — матрица весов; x  — вектор входа. 
Далее эта взвешенная сумма проходит через 

функцию активации, которая преобразует ее в 
число, подаваемое на выход нейрона. 

Задача обучения сводится к определению ве-
сов, при которых ошибка обучения стремится к 
минимуму для всех возможных обучающих вы-
борок. Процесс обучения нейронной сети — 
это поиск набора весов, преобразующих вход-
ной сигнал в нужный выходной. Так как функ-
ция ошибки обучения может иметь произволь-
ный вид, обучение ИНС в общем случае описы-
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вается как многоэкстремальная невыпуклая 
задача оптимизации. 

Применение ИНС эффективно для управле-
ния в нелинейных и зашумленных системах, 
обеспечивает адаптивность, а после предвари-
тельного обучения ИНС может работать в ре-
жиме реального времени. Непрекращающееся 
развитие структур и свойств ИНС направлено 
на преодоление имеющихся недостатков. Так, 
эвристические подходы могут привести к неод-
нозначным решениям и тупиковым ситуациям, 
требуют подготовки обучающей выборки. 

Недостатки ИНС заключаются в продолжи-
тельных временных затратах на выполнение 
обучения, а однозначно непредсказуемый ре-
зультат обучения увеличивает риск для управ-
ления дорогостоящими объектами. Также реа-
лизация ИНС на данный момент возможна в 
виде сверхбольших интегральных схем. 

Методы нечеткой логики. Аппарат нечеткой 
логики, предложенный Л. Заде [11, 12], базиру-
ется на понятии нечеткого множества как объ-
екта с функцией принадлежности элемента ко 
множеству, принимающей значения в интерва-
ле [0, 1]. Нечеткие логические рассуждения ока-
залось возможным представить в виде нейрон-
ной сети. Для этого роль функции активации 
нейрона должна выполнять функция принад-
лежности, связи между нейронами — передача 
сигнала, а логические t-нормы и k-нормы пред-
ставляют как специальные виды нейронов. 

На сегодняшний день разработано много 
нейро-нечетких сетей, которые приближенно 
описываются универсальной формой аппрок-
симаторов [13]. Их характерной чертой являет-
ся человекоподобный стиль рассуждений и 
коннекционистская структура. 

Обучение с подкреплением. ОпС содержит 
понятия агента и среды. Агент в процессе взаи-
модействия с неопределенной динамической 
средой изучает так называемую оптимальную 
стратегию принятия решений, отображающую 
его состояние после выполнения оптимальных 
действий [14‒16]. 

В работе [17] описан общий подход к разра-
ботке стратегии управления для различных ро-
ботов, сред и манипулятивных задач. Среда 
может быть как физической, так и виртуаль-
ной. Важным аспектом во взаимодействии 
агента и среды является режим реального вре-
мени [18]. Агент получает наблюдение реакции 
среды в режиме реального времени, когда 
предпринимаются случайные или неоптималь-

ные действия, и оценку этих действий в виде 
вознаграждения. 

В литературе ОсП называют по-разному: 
приближенным динамическим программиро-
ванием (approximate dynamic programming) 
[19], нейродинамическим программированием 
(neuro-dynamic programming) [20] и адаптив-
ным критиком (adaptive critic) [21]. 

Вербос использовал широкий термин «при-
ближенное динамическое программирование 
обучения с подкреплением» [22]. Этот термин в 
широком смысле включает в себя все доступ-
ные с вычислительной точки зрения инстру-
менты для нахождения наиболее точного воз-
можного решения уравнения Беллмана. С точ-
ки зрения теории автоматического управления 
ОсП можно рассматривать как адаптивное оп-
тимальное управление, которое обеспечивает 
адаптивный регулятор, сходящийся к опти-
мальному [23]. 

Общая стохастическая система дискретного 
времени в задаче классического ОсП выражает-
ся в виде одношаговой марковской модели, в 
которой полностью наблюдаемая система ме-
няет свое состояние  1 ( , , )t t t ts F s a w  на основе 
действия ta  согласно стратегии   ( tw  — слу-
чайная величина). Цель обучения состоит в 
том, чтобы найти стратегию действий для до-
стижения наилучшего результата, выражаемого 
через функцию награды. 

Сформулированная задача марковского 
процесса принятия решений решается с помо-
щью временной рекурсивной формы — опти-
мального уравнения Беллмана. Однако его точ-
ное решение нельзя получить для большинства 
практических задач из-за вычислительной 
сложности, связанной с огромными размерами 
пространства состояний и действий.  

Поэтому для обучения инженерных систем 
без описания их модели нашли применение ал-
горитмы на основе оценочных функций, оцен-
ки градиента функции вознаграждения по па-
раметрам стратегии и метаэвристики. Также 
иногда применяют алгоритмы, использующие 
модель среды, для предварительного обучения. 

 
Применение интеллектуальных методов для 
решения различных задач управления. Задачи 
стабилизации и программного управления. Эти 
задачи подразумевают наличие обратной связи 
в контуре. К стандартным задачам мехатроники 
и робототехники относятся стабилизация ско-
рости и отслеживание траектории. Скорость и 
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координаты достаточно легко поддаются изме-
рению на выходе системы. 

В работе [24] рассмотрено управление по-
зицией квадрокоптера методом машинного 
обучения, в котором стратегия действий диф-
ференцируема по параметрам θ  и находится 
градиентным методом. Оценка градиента за-
писывается в следующей форме: 

    ˆˆˆ [ log ( | ) ],t t t tg E a s A   (1) 

где ˆ
tE  — эмпирическое среднее по конечному 

набору выборок, полученное путем чередова-
ния процессов генерации выборок и улучшения 
стратегии действий; ˆ

tA  — оценка функции 
вознаграждения. 

Для снижения дисперсии оценок градиента 
авторы разработали более надежный метод оп-
тимизации путем монотонного повышения 
производительности агента. С этой целью 
предложена целевая функция, дифференциро-
вание которой приводит к выражению (1): 

       
ˆˆ( ) min ( ) , ,t tJ E r A  

где (θ)r  — функция оценки обновления страте-
гии;  — гиперпараметр. 

В работе [25] рассмотрено энтропийно-
адаптивное безмодельное ОсП ходьбе мобиль-
ного робота-треноги, оснащенного вибрацион-
ным приводом с мягкой мембраной. Регулятор 
определяется как политика нормального рас-
пределения Гаусса и задается как ИНС. 

Функция награды предложена как сумма не-
которой заданной константы и среднеквадра-
тической ошибки по положению и углу робота. 
Оптимальная стратегия действий для максими-
зации энтропии определяется как 

    




 


 
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P t t t
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где ˆ( , )t tr s a  — функция вознаграждения;   — 
температура энтропии; 

           ( | ) log ( , ) .t t tH s E a s  

Согласно адаптивному мягкому алгоритму 
актор-критик (actor-critic), необходимо мини-
мизировать функционалы для каждой функ-
ции ценности методом стохастического гради-
ентного спуска. Если цель управления меняет-
ся во времени, то описанный подход ОсП не 
применим. 

Решение этой проблемы изложено в работе 
[26], где предложено управлять набором состо-

яние — действие — вознаграждение для обуче-
ния имитации постоянной цели в каждом 
наборе. Такой подход проверен на системе 
управления скоростью движения автомобиля с 
различными заданными значениями на модели 
и реальном транспортном средстве. 

Интеллектуальное производство электро-
энергии стремительно развивается, привлекая 
внимание исследователей. Классические мето-
ды становятся недостаточными в этой области 
из-за растущих масштабов систем и различных 
неопределенностей. Авторы статьи [27] видят 
альтернативу этим методам в управлении с ис-
пользованием собранных данных. 

Задачи управления, требующие учета стоха-
стических внешних воздействий, тяжело ре-
шить классическими методами; они имеют 
сложные структуры, не всегда удовлетворяю-
щие качеству работы [28, 29]. К таким устрой-
ствам относятся ветряные генераторы, преоб-
разующие энергию ветра в механическую энер-
гию. 

В трудах [30, 31] исследована проблема 
управления шагом ветряной турбины, завися-
щим от нелинейной динамики ветроприемни-
ка, связи переменных и неопределенностей 
внешней среды. Для ее решения предложено 
улучшенное по скорости гибридное обучение, 
состоящее из пропорционально-интегрально-
дифференциального (ПИД) регулятора и обу-
чающегося наблюдателя. Такая структура 
управления оказалась эффективнее, чем нечет-
кий регулятор и ИНС, и позволила снизить по-
грешность выходной мощности на 41 %. 

Состояние системы оценивают по ошибке 
мощности, скорости ветра и их производных. 
Функция вознаграждения определена в виде 
сигнум-функции, знак которой зависит от зна-
ка производной от ошибки мощности. Обуча-
ющийся наблюдатель представляет собой мо-
дуль стратегии управления, который получает 
на вход ошибку выходной мощности и полити-
ку действий. Он генерирует наилучшую поли-
тику и настраивает входные параметры. Мо-
дуль выбора действий выбирает случайное дей-
ствие с вероятностью  и действие с 
вероятностью 1  для исключения локальных 
минимумов. 

ИНС используют для решения задач, в кото-
рых может присутствовать полная неопреде-
ленность как динамики агента, так и среды. 
Пример управления такой сложной нелиней-
ной системой высокого порядка можно найти  
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в работе [32]. Здесь показано выполнение про-
цесса лазерной сварки при одновременном 
применении ИНС для предсказания качества 
сварочного шва по обработанным видеоизоб-
ражениям и зависящей от нее подаваемой 
мощности лазера. Актор-критик следует стоха-
стической политике управления, выбранной из 
распределения Гаусса. За меру вознаграждения 
выбрана оценка ошибки по глубине шва. 

В статье [33] предложена система управле-
ния автономным колесным мобильным робо-
том, состоящая из адаптивного нейросетевого 
контура управления скоростью движения и са-
мообучающегося контура отслеживания траек-
тории с учетом динамических ограничений. 
ИНС состоит из трех слоев, в которой каждый 
скрытый нейрон имеет гиперболическую тан-
генциальную функцию активации. 

Много исследований с применением ИНС 
посвящено автоматизации пилотируемых и 
беспилотных авиационных систем за счет реа-
лизации адаптивных стратегий управления по-
летом [34, 35]. Особенно это актуально для ав-
тономной работы в сложных атмосферных 
условиях и системных отказах. 

Методы машинного обучения позволяют 
повысить точность управления и реагировать 
на неизвестные нелинейные условия полета. 
Как показано в работе [35], ИНС в таком случае 
можно использовать для реализации обучаемой 
системы управления полетом. Большие группы 
нейронных элементов управления обучаются 
требуемому поведению на основе измеренных 
данных. Качество обучения можно оценить 
статистическими методами. 

Благодаря способностям к обучению ИНС 
хорошо подходят для решения сложных задач 
нелинейного управления и отказоустойчивости. 

В статье [36] предложен подход нелинейного 
адаптивного управления полетом летательного 
аппарата с линеаризацией обратной связи и 
использованием онлайн-обучения в скользя-
щем режиме. Алгоритм обучения в скользящем 
режиме основан на теории управления пере-
менной структурой и рассматривает ИНС и ее 
обучение как процесс управления. Такой под-
ход позволяет преодолеть летательному аппа-
рату негативное влияние нелинейностей в ди-
намике и внешних возмущений. 

В работе [37] рассмотрена программируемая 
логическая интегральная схема в скользящем 
режиме на основе рекуррентной вейвлет-
нейронной сети для управления линейным уль-

тразвуковым двигателем. Для оценки нелиней-
ных функций в модели системы, параметров 
системы и внешних возмущений использованы 
ИНС. Алгоритм адаптивного обучения ИНС в 
режиме реального времени получен с помощью 
теоремы устойчивости Ляпунова. Высокая эф-
фективность алгоритма проверена для задач 
позиционирования и отслеживания. 

Адаптивный скользящий режим на основе 
метода опорных векторов с нечеткими правила-
ми для повышения быстродействия и точности 
управления двухзвенным роботом-манипу-
лятором описан в статье [38]. Возможности это-
го метода позволяют хорошо обрабатывать не-
линейные сигналы и имеют способность к 
обобщению, применяемую для уменьшения дре-
безга при управлении в скользящем режиме. 

В работе [39] синтез регулятора для суще-
ственно нелинейной системы выполнен с по-
мощью спайковой ИНС, которая использует 
временные последовательности импульсов. Ре-
гуляторы на основе спайковых ИНС способны 
к онлайн-обучению и самоадаптации при пере-
ходе от моделирования к реальной работе. Та-
кие структуры ИНС имеют меньше нейронов и 
нейронных связей по сравнению с предыдущи-
ми поколениями ИНС. Обучение спайковой 
ИНС в рамках проводилось с использованием 
эволюционных алгоритмов. Эффективность 
предложенного подхода проверена на модели 
движения роботизированной руки. 

Настройка регулятора. Этот процесс не вы-
зывает сложностей при условии имеющегося 
достоверного описания системы и доступности 
измерений. В некоторых случаях (особенно, 
когда система неустойчива) возможны только 
измерения по обратной связи, вследствие чего 
их настройка становится трудоемким и неэф-
фективным процессом в меняющихся условиях 
работы системы. Поэтому прибегают к автома-
тизированным методам, которые дают возмож-
ность быстро определять параметры регулятора 
в соответствии с поставленной задачей без уча-
стия человека. 

Методы адаптивного управления позволя-
ют изменять как структуру, так и параметры 
регулятора в зависимости от изменения пара-
метров объекта управления или внешних воз-
мущений. Историческая перспектива методов 
адаптивного управления и обучения приведе-
на в обзорной работе [7]. Несмотря на просто-
ту, ПИД-регулятор по-прежнему используют в 
современных системах управления, выполняя 



46 ИЗВЕСТИЯ ВЫСШИХ УЧЕБНЫХ ЗАВЕДЕНИЙ. МАШИНОСТРОЕНИЕ  #1(766) 2024 

настройку его параметров с помощью методов 
машинного обучения. 

Так, для настройки ПИД-регулятора систе-
мы управления статического компенсатора ре-
активной мощности, подключенного к системе 
преобразования энергии ветра, применен алго-
ритм безградиентного поиска [40]. 

В работе [41] использован алгоритм конку-
ренции колоний для настройки параметров 
ПИД-регулятора системы управления испари-
теля, при этом минимизирована абсолютная 
квадратичная ошибка слежения системы. Пока-
зана эффективность алгоритма по сравнению с 
методом Зиглера — Никольса и генетическим 
алгоритмом. 

В статье [42] рассмотрена автоматизирован-
ная настройка пропорционально-интегрально-
го (ПИ) регулятора для системы подачи топли-
ва в автомобиле. Проведено сравнение двух ме-
тодов настройки: безопасного активного 
обучения и байесовской оптимизации. Без-
опасность подразумевает ввод ограничений на 
такие параметры, как перерегулирование, кото-
рое может привести к потере устойчивости си-
стемы и аварийному режиму работы. Активное 
обучение предполагает минимизацию функции 
потерь, которая зависит только от параметров 
ПИ-регулятора, ограничивает большую ошибку 
управления и колебания. 

Для обеспечения выборки безопасных для 
системы параметров авторы предложили ком-
бинированный подход, заключающийся в ис-
пользовании байесовской оптимизации с дис-
криминантной моделью. Отличие этого под-
хода от активного обучения состоит в 
ограничении нижнего доверительного предела 
оцениваемым риском. Оба подхода показали 
хорошие результаты и имеют дальнейшие пер-
спективы улучшения. 

Метод безопасной байесовской оптимиза-
ции также использован для настройки ПИ-
регулятора системы управления квадроторами 
[43]. Предложен алгоритм вычисления оценки 
функционала с ограничениями на область без-
опасных параметров. 

В публикации [44] на основе марковского 
процесса проведена настройка параметров дви-
гателя внутреннего сгорания в режиме реально-
го времени для достижения оптимального ре-
жима работы при любом стиле вождения. 

Для моделирования и прогнозирования ди-
намических характеристик релейно-реактивной 
машины предложено использовать адаптивную 

нечеткую нейронную систему на основе ради-
альных базисных функций [45]. В исследуемой 
системе доступно косвенному измерению только 
фазовое потокосцепление, по которому рассчи-
тывается фазовый крутящий момент. Обучение 
машины знанию электромагнитных характери-
стик проводится с помощью иерархического 
самоорганизующегося алгоритма. 

Направление другой области искусственного 
интеллекта для синтеза и настройки ПИД-
регулятора рассмотрено в трудах [46‒49]. Раз-
работана структура планирования траектории с 
помощью обучения с подкреплением нечеткого 
регулятора [49]. Модель динамики робота и 
ПИД-регулятора описана нечеткими правила-
ми. ПИД-регулятор, построенный на основе 
метода нечеткой логики с Гауссовой функцией 
принадлежности, показал эффективность при 
управлении шаговым двигателем [46]. Нечеткая 
структура регулятора позволяет адаптировать 
его усиление к изменениям в системе. 

Аналогичный подход использован в работе 
для активного магнитного подшипника, в кото-
ром дополнительно проведена многокритери-
альная оптимизация центров треугольных 
функций принадлежности и коэффициента уси-
ления с помощью генетического алгоритма [48]. 

В работе [47] применена нечеткая модель 
Сугэно нулевого порядка, параметры которой 
настраиваются в автономном режиме с помо-
щью алгоритма гибридного обучения, пред-
ставляющего собой комбинацию методов 
наименьших квадратов и обратного распро-
странения ошибки. Компьютерное моделиро-
вание на примере системы стабилизатора 
напряжения показало, что нечеткая модель хо-
рошо справляется с устойчивостью системы 
при малых сигналах. 

Задачи идентификации. В статье [50] пред-
ложен подход к идентификации линейной си-
стемы, описанной разностными уравнениями, с 
использованием алгоритма пчелиного роя. За-
дача идентификации сформулирована как оп-
тимизация, целью которой является получение 
модели и набора параметров, для которых 
ошибка прогнозирования между измеренными 
выходными данными объекта и модели будет 
минимальной. Результаты работы алгоритма 
продемонстрированы на модели двигателя по-
стоянного тока. 

Тенденция к развитию интеллектуальных 
методов управления направлена на комбина-
цию различных методов. Так, для идентифика-
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ции параметров робота использованы фильтр 
Кальмана, рекуррентная ИНС и метод гради-
ентного спуска [51]. Динамика робота описана 
уравнениями Эйлера — Лагранжа. Декартовы 
силы приняты за выходы системы, а положе-
ние, скорость и ускорение — за компоненты 
вектора входного регрессора. 

Для задачи обратной динамической иденти-
фикации рассмотрены три самообучающиеся 
ИНС прямого действия с многоуровневой 
структурой нейронов. Они включали в себя 
один скрытый слой и достаточное количество 
нелинейных нейронов и выходной слой с ли-
нейной функцией активации. 

Задачи оптимизации. Важное развитие тео-
рии оптимальности для практических прило-
жений отражено в работах Р.Б. Статникова, где 
описан метод многокритериальной оптимиза-
ции, согласно которому строится множество 
допустимых решений поставленной задачи [52, 
53]. Метод, активно применяемый в автомоби-
лестроении, проиллюстрирован на примере 
многокритериальной оптимизации кинемати-
ческих схем автомобиля, его кинематических 
характеристик механизмов и устройств [53]. 

Благодаря универсальности алгоритмы без-
градиентного поиска получили широкое рас-
пространение для решения любых задач опти-
мизации, в том числе для ИНС [11, 54–56]. Их 
особенность состоит в том, что найденное ре-
шение задачи оптимизации является приемле-
мым, а не оптимальным. 

В последнее время стали популярными раз-
личные биоинспирированные решения, идеи 
которых заимствованы у природы [11]. К ним 
относятся эволюционные алгоритмы, алгорит-
мы роя и колонии [54, 55], популяционные [56] 
и др. Известен также алгоритм летучей мыши, 
относящийся к роевому интеллекту, основан-
ный на эхолокации. 

В статье [57] предложен подход оптимально-
го управления на основе алгоритма опорных 
векторов для минимизации энергопотребления 
при ходьбе двуногих роботов в условиях неиз-
вестной динамической модели системы и не-
больших размеров выборки данных. Новый 
регулятор встроен в оптимальный регулятор и 
направлен на минимизацию связанной с энер-
гией функции затрат с ограничениями на углы 
сочленений робота. 

В работе [58] проведена многокритериаль-
ная оптимизация параметров ПИД-регулятора 
по улучшенному алгоритму поиска учитель —

 ученик, который исключает попадания значе-
ний функции в локальный минимум. Для этого 
фаза ученика не ограничивалась двумя учени-
ками и сочеталась с дополнительной фазой. 
Также была добавлена фаза заблокированного 
устройства, где блокируются параметры, близ-
кие к несовместимым целям. Это приводит к 
тому, что каждая цель не может конфликтовать 
с другими. 

В публикации [59] проведен сравнительный 
анализ между результатами оптимизации па-
раметров ПИД-регулятора системы управления 
двигателем постоянного тока, полученными с 
помощью алгоритма пчелиной колонии, метода 
роя частиц и учитель — ученик, последний из 
которых показал лучшие результаты. 

В работе [60] приведены результаты большо-
го исследования по самооптимизирующимся 
измерительным инструментам, предназначен-
ным для разработки и проверки инновацион-
ного производственного оборудования и си-
стем управления, основанных на понимании, 
оценке и контроле производственных характе-
ристик крупных станков с помощью самообу-
чающегося регулятора, способного управлять 
большим количеством измеренных датчиками 
данных. Предлагаемая архитектура основана на 
методе опорных векторов и аппарате нечеткой 
логики для сравнения собранных данных с 
фактическим текущим состоянием процесса. 

Задача повторяющегося управления. Повто-
ряющееся управление, изначально сформули-
рованное для задачи преодоления повторяю-
щихся возмущений с известным периодом, ха-
рактерных при вращении двигателей [61], 
получило дальнейшее развитие для случаев, 
когда период возмущений неизвестен или ме-
няется во времени. 

Задача повторяющегося управления сфор-
мулирована следующим образом. Рассматрива-
ется асимптотически устойчивая система дис-
кретного времени с периодическим возмуще-
нием. Целью закона управления является 
асимптотическое стремление ошибки управле-
ния к нулю. Регулятор можно синтезировать 
разными методами. Наиболее популярным и 
изученным среди них является метод на основе 
принципа внутренней модели, который состоит 
в построении независимых блоков идентифи-
кации параметров гармоник [62]. 

В работе [63] описаны некоторые фундамен-
тальные проблемы разработки регуляторов на 
основе повторяющегося управления для обра-
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ботки периодических возмущений, возникаю-
щих в электромеханических системах. Для пре-
одоления параметрической неопределенности 
возмущений предложено использовать инстру-
менты адаптивного управления, -синтеза, Q-
параметризации и антивиндап компенсации 
(anti-windup). 

В процессе выполнения итераций система 
способна обучаться, внося на каждом шаге кор-
рективы, что позволяет быстрее и точнее дости-
гать желаемых результатов [64‒66]. Примерами 
таких систем являются роботы в промышленных 
конвейерных системах, наносистемы, химиче-
ские периодические процессы, испытательные 
установки надежности и др. 

Итеративное обучение в общем виде можно 
рассматривать как систему из линейных урав-
нений состояния, одно из которых описывает 
динамику системы во времени, второе — дина-
мику итерационного обучения [67, 68]: 
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где ,x u  и y  — вектор состояния, управления 
и выхода соответственно; t  — дискретное 
время; k  — номер шага обучения; A, B, С  — 
матрицы. 

Алгоритм итерационного обучения состоит 
в том, что на каждом шаге измеряемые пере-
менные системы записываются в память про-
граммы, затем обрабатываются для достижения 
заданного качества критерия управления. Цель 
управления заключается в достижении векто-
ром выходных параметров y  заданного значе-
ния с установленной точностью. 

Закон итеративного обучающего управления 
с коррекцией на каждом шаге имеет вид 
    ( , ) ( , 1) ( , 1),t k t k t ku u u  

где u  — корректирующая добавка к входной 
переменной системы, выбираемая из условия, 
что ошибка по выходу на каждом шаге стре-
мится к нулю. 

В статье [69] предложен подход к итератив-
ному обучающему управлению нейропроте-
зом, при котором формируется закон измене-
ния интенсивности электростимуляции в каж-
дый момент времени. Угол наклона стопы 
оценивают в режиме реального времени с по-
мощью гироскопов и акселерометров. В начале 
каждого следующего шага человека определя-
ют рассогласование угла наклона стопы как 
поэлементное отклонение между измеренной 

угловой траекторией и первыми несколькими 
отсчетами соответствующей эталонной траек-
тории. 

В работе [70] рассмотрен метод отказоустой-
чивого управления на основе итеративного 
управления обучением контура управления то-
ком для восстановления производительности 
многофазных приводов с постоянными магни-
тами в случае обрыва цепи. Преимущество та-
кого метода перед другими заключается в от-
сутствии необходимости проводить обнаруже-
ние и диагностику неисправностей (достаточно 
выполнить измерения крутящего момента). Та-
ким образом, итеративное управление обучени-
ем дает исчерпывающую информацию о систе-
ме, обеспечивая устойчивость к неопределен-
ностям модели. 

Для движения системы облачных колесных 
роботов по заданной траектории с одновре-
менным транспортированием груза разработа-
на гибкая схема управления отслеживанием 
траектории посредством итеративного управ-
ления обучением, и проведен анализ устойчи-
вости системы [71]. 

В работе [72] рассмотрено управление ите-
ративным обучением под руководством чело-
века для задач слежения за траекторией, когда 
регулятор получает данные от действий челове-
ка-оператора. 

Выводы 
1. Тенденция перехода к высокотехнологич-

ным видам организации производства отраже-
на в научных публикациях по применению ин-
теллектуальных методов в электромеханиче-
ских системах. Методы искусственного 
интеллекта позволяют достичь цели и решить 
задачи управления мехатронными системами, 
которые раньше вызывали затруднения, при 
этом повысилась вычислительная эффектив-
ность и простота реализации. Сложность задач 
управления существенно нелинейными, не-
определенными или многоагентными система-
ми в условиях воздействия внешней среды тре-
бует индивидуального подхода к решению кон-
кретной задачи, для чего на данный момент уже 
предложено большое количество инструмен-
тов. 

2. Эффективность этих алгоритмов для обу-
чения сложных систем устанавливается, как 
правило, только при проведении практического 
эксперимента. Развитие алгоритмов направле-
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но не только на повышение скорости и точно-
сти обучения, но и на все большую независи-
мость от жестко заданной человеком стратегии 
обучения и ее адаптации к различным целям. 
Разработчики заимствуют идеи из природы, 
пытаясь воспроизвести поведение живых орга-
низмов в алгоритмах. 

3. Будущие исследования ставят перед собой 
задачу, которая в международных публикациях 
получила название «обучение для обучения» 
[73], когда агенту приходится самому подби-
рать стратегию обучения и регулировать ее ме-
тапараметры. 
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МГТУ им. Н.Э. Баумана, 2014. 446 c.  
[12] Николенко С., Кадурин А., Архангельская Е. Глубокое обучение. Погружение в мир 
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